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Abstract

Metabolic syndrome is a complex global health problem, with symptoms such as abdominal
obesity, insulin resistance, high blood pressure, high blood sugar, and abnormal blood lipids. With
this global challenge, several studies have attempted to predict these diseases using machine
learning methods. However, often, predictions about a disease result in data imbalance where
minority classes are underrepresented. To balance the class proportions, the Synthetic Minority
Over-sampling Technique (SMOTE) method replicates the minority class samples. In this
research, the technique applied to predict is the Gaussian Naive Bayes (GNB) algorithm. The
results show an increase in prediction accuracy by 0.2 from 0.81 to 0.83. This study confirms the
critical role of the SMOTE oversampling method in machine learning using the Gaussian Naive
Bayes (GNB) algorithm in Metabolic Syndrome prediction and its positive impact on diagnostic
efficiency and public health.
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Abstrak

Sindrom Metabolik merupakan masalah kesehatan global yang kompleks, dengan gejala seperti
obesitas abdominal, resistensi insulin, tekanan darah tinggi, gula darah tinggi, dan lipid darah
abnormal. Menghadapi tantangan global ini, beberapa penelitian telah berusaha memprediksi
penyakit ini dengan menggunakan metode pembelajaran mesin. Namun, seringkali prediksi
tentang sebuah penyakit menghasilkan ketidakseimbangan data di mana kelas minoritas kurang
terwakili. Dalam menyeimbangkan proporsi kelas, metode Synthetic Minority Over-sampling
Technique (SMOTE) digunakan dengan mereplikasi sampel kelas minoritas. Dalam penelitian ini,
metode yang diterapkan untuk memprediksi adalah algoritma Gaussian Naive Bayes (GNB).
Hasilnya menunjukkan peningkatan akurasi prediksi sebesar 0,2 dari yang awalnya 0,81 menjadi
0,83. Penelitian ini menegaskan peran penting metode oversampling SMOTE pada pembelajaran
mesin menggunakan algoritma Gaussian Naive Bayes (GNB) dalam prediksi Sindrom Metabolik
dan serta dampak positifnya terhadap efisiensi diagnostik dan kesehatan masyarakat.

Kata Kunci: Sindrom Metabolik, Pembelajaran Mesin, Gaussian Naive Bayes, Teknik
Pengambilan Sampel Minoritas Sintetis (SMOTE), Prediksi

1. PENDAHULUAN

Penyakit tidak menular, terutama Sindrom Metabolik telah menjadi penyebab kematian global
yang signifikan (World Health Organization, 2020). Sindrom Metabolik atau Metabolic Syndrome
(MetS) adalah kondisi medis yang didiagnosis ketika seseorang memiliki sejumlah faktor risiko
yang meningkat untuk penyakit jantung, diabetes tipe 2, dan penyakit pembuluh darah lainnya.
Sindrom Metabolik dikenal sebagai himpunan gejala yang mencakup obesitas abdominal,
resistensi insulin, tekanan darah tinggi, kadar gula darah tinggi, dan kadar lipid darah abnormal
(Huang, 2009). Sindrom ini juga dikenal sebagai sindrom X, resistensi insulin, dll. Dalam literatur,
sebenarnya ini bukan penyakit tunggal nhamun merupakan kumpulan faktor risiko penyakit
kardiovaskular dan didefinisikan sedikit berbeda oleh berbagai organisasi (Saklayen, 2018).
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Angka kejadian sindrom metabolik seringkali sejajar dengan kejadian obesitas dan kejadian
diabetes tipe 2 yang merupakan salah satu akibat dari sindrom metabolik (Palaniappan et al.,
2011). Menurut survei obesitas global di 195 negara yang dilakukan pada tahun 2015, 604 juta
orang dewasa dan 108 juta anak-anak mengalami obesitas. Sejak tahun 1980, prevalensi
obesitas meningkat dua kali lipat di 73 negara dan meningkat di sebagian besar negara lainnya.
Kekhawatiran yang lebih besar adalah bahwa tingkat peningkatan obesitas pada masa kanak-
kanak bahkan lebih tinggi (The GBD 2015 Obesity Collaborators, 2017). Di Indonesia sendiri,
kondisi ini memiliki dampak signifikan pada kesehatan masyarakat, dengan sekitar 21,66%
populasi yang didiagnosis menderita Sindrom Metabolik (Herningtyas & Ng, 2019).

Sindrom metabolik ditandai dengan masalah yang berhubungan dengan obesitas, menunjukkan
adanya hubungan antara obesitas dan sindrom metabolik (Han & Lean, 2016). Faktor risiko
sindrom metabolik antara lain peningkatan lingkar pinggang atau lemak perut, tingginya
trigliserida plasma, peningkatan tekanan darah, gula darah tinggi, dan rendahnya high-density
lipoprotein (HDL) (Rochlani et al., 2017). Jika seorang pasien memiliki tiga dari lima faktor risiko
utama, maka pasien tersebut dikatakan mengalamai sindrom metabolik (Dobrowolski et al.,
2022). Beberapa penelitian menunjukkan bahwa risiko sindrom metabolik dapat dibalik secara
signifikan dengan mengurangi berat badan dan memfokuskan intervensi pada perubahan pola
makan seperti pembatasan waktu makan, pola makan khusus seperti pola makan Mediterania,
termasuk meningkatkan latihan fisik, mengubah pola tidur, atau bahkan mengurangi stress yang
mengakibatkan sindrom metabolik (Wilkinson et al., 2020).

Beberapa pernyataan mengenai Sindrom Metabolik sebelumnya mendorong kebutuhan akan
deteksi dini dan pengelolaan yang efektif. Penyakit kardiovaskular, diabetes, dan komplikasi
kesehatan lainnya dapat dihindari atau dikelola lebih baik dengan adanya pendekatan preventif
(Han & Lean, 2016). Keterbatasan data dan tantangan dalam prediksi Sindrom Metabolik
menuntut eksplorasi terhadap algoritma-algoritma baru yang dapat memberikan kontribusi
signifikan. Dari beberapa kasus prediksi penyakit, terdapat beberapa metode yang bisa
digunakan, di antaranya Logitic Regression, Gradient Boosting Machine (GBM), K-Nearest
Neighbors (KNN), Decision Trees dan Random Forests, serta Gaussian Naive Bayes (Zhou et
al., 2022).

Dalam penelitian Hu et al. (2022) mereka melakukan prediksi model terhadap 2.714 (30,3%)
peserta yang didiagnosis menderita sindrom metabolik. Evaluasi kinerja model menggunakan
Light Gradient Boosting Machine (LGBM) menunjukkan hasil yang mengesankan. Model pertama
memiliki nilai area under the curve (AUC) sebesar 0,993, sementara model kedua menunjukkan
nilai AUC sebesar 0,885. Meskipun demikian, Model 3 memiliki nilai AUC sebesar 0,859, yang
mendekati nilai AUC dari model kedua. Selain itu, nilai AUC untuk model Logistic Regression
(LR) 1 dan 2 dalam skenario di rumah sakit, serta Model 3 di rumah masing-masing, adalah 0,938,
0,839, dan 0,820.

Penelitian Tavares et al. (2022) juga membahas tentang prediksi sindrom metabolik
menggunakan model machine learning untuk memprediksi seperti, Logistic Regression, Linear
Discriminant Analysis, K-Nearest Neighbors (KNN), Decision Trees, Light Gradient Boosting
Machine (LGBM), dan Extreme Gradient Boosting. Semua model menunjukkan kalibrasi yang
memadai dan diskriminasi yang baik, namun LGBM menunjukkan kinerja yang lebih baik
(Sensitivitas = 87,8%, Spesifisitas = 70,2%, AUC-ROC = 0,86). Analisis inferensi kausal
menunjukkan bahwa peningkatan tingkat aktivitas fisik dan pengurangan BMI setidaknya sebesar
2% memiliki efek pada pengurangan probabilitas prediksi sindrom metabolik sebesar 3,8% (95%
Cl =-4,8%; -2,7%).

Pada penelitian ini akan mengolah data yang bersumber di kaggle.com dan
mengimplementasikan algoritma Gaussian Naive Bayes yang merupakan algoritma
pembelajaran mudah yang memanfaatkan aturan Bayes dengan premis atau asumsi tinggi yang
karakteristiknya bergantung pada kemandirian yang diberikan oleh kelas (Anand et al., 2022).
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Pemilihan algoritma ini didasarkan pada kebutuhan untuk mendapatkan model yang optimal
dalam menangani masalah kompleks yang terkait dengan prediksi sindrom metabolik.

Penelitian Venkata & Pandya (2022) menggunakan algoritma Gaussian Naive Bayes dalam
kasus prediksi yang membandingkan beberapa model pembelajaran mesin. Dari hasil penelitian
yang menerapkan algoritma Gaussian Naive Bayes menghasilkan akurasi sebesar 99,66% dan
standar deviasi sebesar 0,86% ketika diuji dengan menggunakan k-means cross validation.
Sehingga pengujian secara probabilitas juga cocok untuk prediksi sindrom metabolik.

Selain itu juga terdapat penelitian Libnao et al. (2023) membuat sistem prediksi dan klasifikasi
insiden lalu lintas, yang memanfaatkan algoritma Naive Bayes, telah mendapat persetujuan dari
Otoritas Pembangunan Metropolitan Manila karena tingkat akurasinya yang tinggi. Penelitian
tersebut berhasil menunjukkan kemampuannya dalam memprediksi dan mengklasifikasikan
insiden lalu lintas di Metro Manila dengan tingkat akurasi yang mengesankan sebesar 70,03%,
menggunakan kumpulan data sebanyak 8.891 catatan.

Dalam masalah di atas terdapat akurasi yang lebih rendah daripada penelitian sebelumnya. Hal
ini dapat dilakukan oversampling pada data yang digunakan pada machine learning. Kombinasi
metode yang melakukan over-sampling pada kelas minoritas (abnormal) dan under-sampling
pada kelas mayoritas (normal) dapat mencapai kinerja pengklasifikasi yang lebih baik (dalam
ruang ROC) daripada hanya melakukan under-sampling pada kelas mayoritas. Selain itu, metode
over-sampling kelas minoritas dan under-sampling kelas mayoritas dapat mencapai kinerja
pengklasifikasi yang lebih baik (dalam ruang ROC) daripada memvariasikan rasio kerugian di
Ripper atau kelas prior di Naive Bayes (Chawla et al., 2002).

Penelitian sebelumnya menunjukkan bahwa beberapa teknik machine learning, termasuk
algoritma Gaussian Naive Bayes, memiliki potensi untuk memprediksi sindrom metabolik dengan
tingkat akurasi yang memuaskan. Namun, penelitian sebelumnya belum sepenuhnya
mengeksplorasi metode yang efektif untuk mengatasi ketidakseimbangan kelas dalam data
sindrom metabolik dan bagaimana hal ini dapat memengaruhi kinerja algoritma. Oleh karena itu,
penelitian ini merespon kebutuhan untuk mengisi kesenjangan ini dengan mengoptimalkan
algoritma Gaussian Naive Bayes secara khusus untuk prediksi sindrom metabolik, dengan tujuan
meningkatkan akurasi prediksi dan relevansi klinisnya dalam konteks penanganan penyakit
metabolik.

Penelitian ini bertujuan utama untuk membentuk, menganalisis, dan mengoptimalkan performa
algoritma Gaussian Naive Bayes dalam prediksi sindrom metabolik. Dengan menggali potensi
algoritma ini, penelitian ini berupaya memberikan kontribusi penting dalam pengembangan model
deteksi dini sindrom metabolik. Dengan adanya model yang handal, diharapkan dapat
meningkatkan efisiensi diagnosa, mengurangi risiko penyakit, dan secara positif memengaruhi
kesehatan masyarakat secara keseluruhan.

2. METODE PENELITIAN

Pada tahap penelitian ini diberikan penjelasan sistematis mengenai urutan proses yang dilakukan
dalam penelitian. Tahapan yang diuraikan dalam rangkaian ini dapat dipahami mulai dari analisis
kebutuhan hingga hasil penelitian. Penelitian ini melibatkan beberapa tahapan antara lain analisis
kebutuhan data, pengumpulan data, preprocessing data, pembangunan model menggunakan
algoritma Gaussian Naive Byes menggunakan bahasa pemrograman Python pada platform
Google Colab, evaluasi model menggunakan SMOTE, dan visualisasi hasil. Berdasarkan urutan
tersebut maka tahapan penelitian akan digambarkan pada Gambar 1.
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Gambar 1 Desain Sistem

2.1 Data Collection

Tabel 1 Data Sindrom Metabolik

segh Age Sex Marital Income Race ... BC HDL Tc MS
0 62161 22 Male Single  8200.0 White ... 92 41 84 O
1 62164 44 Female Married 4500.0 White ... 82 28 56 0
2 62169 21 Male Single 800.0 Asian ... 107 43 78 0
3 62199 57 Male NaN 9000.0 White ... 100 35 98 1
4 62218 38 Female Single 8200.0 Black ... 102 36 162 1
Tabel 2 Deskripsi Kolom
Kolom Deskripsi

seqn Nomor identifikasi berurutan.

Age Usia individu.

Sex Jenis kelamin individu (misalnya, Pria, Wanita).

Marital Status perkawinan individu.

Income Tingkat pendapatan atau informasi terkait pendapatan.

Race Latar belakang etnis atau ras individu.

WaistCirc Pengukuran lingkar pinggang.

BMI Indeks Massa Tubuh, ukuran komposisi tubuh.

Albumunuria Pengukuran terkait albumin dalam urin.

UrAlbCr Rasio albumin terhadap kreatinin urin.

UricAcid Kadar asam urat dalam darah.

BC Kadar glukosa darah, indikator risiko diabetes.

HDL Kadar kolesterol High-Density Lipoprotein (kolesterol "baik").

Tc Kadar trigliserida dalam darah.

MS Variabel biner menunjukkan ada (1) atau tidak adanya (0) sindrom metabolik.

Data yang digunakan diperoleh dari situs Kaggle (kaggle.com), sebuah platform yang
menyediakan dataset untuk berbagai proyek data science. Data yang dimiliki oleh Albert Antony
ini berisi informasi tentang individu dengan sindrom metabolik, suatu kondisi medis kompleks
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yang terkait dengan sekelompok faktor risiko penyakit kardiovaskular dan diabetes tipe 2. Data
tersebut meliputi pengukuran demografi, klinis, dan laboratorium, serta ada tidaknya sindrom
metabolik. Data ini memiliki panjang 2402 data dengan 15 kolom atribut. Contoh data sindrom
metabolik dapat dilihat pada Tabel 1. Adapun data pada Tabel 1 terdapat 15 kolom atribut yang
dapat dideskripsikan dalam Tabel 2.

2.2 Data Preprocessing

Dalam tahap ini dilakukan beberapa pembersihan dan penyesuaian terhadap beberapa
komponen di dalamnya seperti adanya nilai null, encode label dll. Tahap ini meliputi Null-Handling
yang melibatkan penanganan nilai-nilai yang hilang (null) dalam dataset. Null-handling bisa
mencakup penghapusan baris atau kolom yang mengandung nilai null, atau penggantian nilai
null dengan nilai yang sesuai, seperti nilai rata-rata atau median. Pada data yang dimiliki terdapat
kolom yang bersifat Null. Dalam proses ini dilakukan penghapusan baris dalam kolom yang
terdapat nilai kosong.

Tahap selanjutnya yaitu Label-Encoding yang mana jika terdapat variabel kategori yang bersifat
nominal atau ordinal, perlu dilakukan label encoding yang dapat dilihat pada Gambar 2. Label
encoding mengubah nilai-nilai kategori menjadi angka-angka agar dapat diproses oleh algoritma
machine learning. Tahap ini menggunakan LabelEncoder dari scikit-learn, kolom kategorikal
seperti 'Marital', 'Sex’, dan 'Race' diubah menjadi nilai numerik. Setelah itu, dilakukan pembuatan
salinan data frame dengan menghapus kolom target 'MetabolicSyndrome'.

seqn  Age Sex Marital Income Race WaistCirc BMI Albuminuria UrAlbCr UricAcid BloodGlucose HDL Triglycerides MetabelicSyndrome

0 62161 22 Male single  8200.0 White 810 233 0 3.88 49 92 4 a4 0

1 62164 44 Female Married 4500.0 White 801 232 0 8.55 45 82 28 56 0

2 62169 21 Male Single 800.0 Aslan 696 201 o 5.07 54 107 43 T8 1]
3 62172 43 Female  Single 20000 Black 1204 333 0 522 5.0 104 73 141 ]
4 82177 5 Male Married NaN Asian 81.1 201 0 8.13 5.0 95 43 126 0
2396 71901 48 Female Marmied 10000 Other NaN 59.7 0 22.11 58 152 57 107 0
2397 71904 30 Female Single  2000.0 Aslan NaMN 180 0 290 79 =1} 90 = 0
2398 71909 28 Male  Single 8000 MexAmerican 1008 29.4 0 278 6.2 99 47 84 0
239% TN 27 Male Married 82000 MexAmerican 1066 31.3 0 415 6.2 100 41 124 1
2400 71915 60 Male single  6200.0 White 1066 27.5 0 12.82 5.2 91 36 226 1

2401 rows x 15 columns

Gambar 2 Data Sebelum Preprocessing
Sebelum preprocessing, terdapat 2401 record data yang terlihat pada Gambar 2. Setelah proses
tersebut, jumlah data berkurang menjadi 2009 record. Preprocessing penting untuk
membersihkan dan mempersiapkan data sebelum analisis lebih lanjut.

seqn Age Sex Marital Income Race WaistCirc BMI Albuminuria UrAlbCr UricAcid BloodGlucose HDL Triglycerides MetabolicSyndrome

0 62161 22 1 3 82000 5 81.0 233 0 3.88 49 922 M 84 0
1 62164 44 0 1 45000 5 801 232 0 8.55 45 82 28 56 a
2 62168 21 1 3 8000 0 696 201 o] 5.07 54 107 43 78 o]
3 62172 43 0 3 20000 1 1204 333 0 5.22 50 104 73 141 a
5 62178 80 1 4 3000 5 1125 285 0 9.79 48 105 47 100 0
2394 71835 3 1 1 25000 0 740 206 0 2.00 6.7 95 64 81 0
2395 71898 65 0 1 54000 3 98.5 294 0 5.91 6.7 114 49 165 1
2398 71909 28 1 3 8000 3 1008 294 0 278 6.2 99 47 84 0
2398 71811 27 1 1 82000 3 1066 313 o] 415 62 100 41 124 1
2400 71915 60 1 3 62000 5 1066 275 0 12.82 52 91 36 226 1

2009 rows x 15 columns

Gambar 3 Data Setelah Preprocessing
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2.3 Model Building

Setelah data sudah bersih dan siap, selanjutnya adalah tahap pembuatan model dengan
mengimplementasikan algoritma Gaussian Naive Bayes pada dataset yang telah diproses
sebelumnya. Terdapat beberapa hal yang dilakukan dalam tahap ini, yang pertama yaitu
pembagian data menjadi dua bagian yaitu menjadi data latih (training data) dan data uji (testing
data). Data latih digunakan untuk melatih model, sementara data uji digunakan untuk menguiji
performa model pada data yang belum pernah dilihat sebelumnya.

Selanjutnya yaitu tahap impelementasi algoritma Gaussian Naive Bayes. Algoritma ini sama
seperti teorema bayes di mana persamaannya disajikan pada Pers. (1). Di mana P(A) merupakan
nilai probabilitas A, P(B) nilai probabilitas B, P(A[B) nilai probabilitas A menyebabkan B
(probabilitas posterior), dan P(BJA) nilai probabilitas B menyebabkan A.

P(B|A) xP(A
plalg) = S @

Perbedaannya terletak pada perhitungan probabilitas tiap fiturnya menggunakan persamaan
distribusi normal seperti yang ditampilkan pada Pers. (2). Di mana P(x(A) | y(B)) merupakan nilai
probabilitas fitur x(A) terhadap target y(B), x yaitu nilai fitur yang di prediksi, o nilai Standar
deviasi, dan y merupakan nilai rata-rata.
X; — 2
exp (_ M) @

2
20y

P(xily) =

1
1/27{033
2.4 Model Evaluation

Setelah model berhasil dilatih dan diuji, tahapan selanjutnya melibatkan analisis performa model
untuk mengukur sejauh mana keefektifan prediksi. Dalam analisis ini, berbagai metrik evaluasi
seperti akurasi, presisi, recall, dan F1-score dievaluasi sesuai dengan jenis masalah klasifikasi
yang dihadapi. Pentingnya memahami metrik-metrik ini adalah untuk mendapatkan wawasan
yang komprehensif tentang seberapa baik model dapat mengklasifikasikan data. Selanjutnya,
untuk mengatasi ketidakseimbangan kelas dalam dataset, dilakukan optimalisasi dengan
menerapkan teknik class balancing menggunakan SMOTE (Synthetic Minority Over-sampling
Technique).

A 3 A A AA A g A A A
AT o
A oA Ay At A Training Llasads
Ap A & >4 A A A
As A SMOTE A Ad & A . A%ada 4
A A S A
i T haabia Dataset R
AL 5 AA ,
2 o B A M ad
A, Ay Aa
dataset imbalance Membuat data sintetis Hasil dataset setelah SMOTE
data poin class mayoritas A data poin class minoritas A data poin class minoritas

sintetis hasil smote

Gambar 4 Visualisasi Cara Kerja SMOTE

Jika terdapat ketidakseimbangan dalam distribusi kelas pada data, teknik class balancing seperti
Synthetic Minority Over-sampling Technique (SMOTE) dapat digunakan. Cara kerja SMOTE ialah
menciptakan sampel-sampel sintetis dari kelas minoritas untuk menyamakan jumlah sampel
antara kelas mayoritas dan minoritas seperti yang ditampilkan dalam Gambar 4. Hal ini
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membantu mencegah model menjadi bias terhadap kelas mayoritas dan meningkatkan
kemampuan model dalam mengenali kelas minoritas.

3. HASIL DAN PEMBAHASAN

Dalam penelitian ini, pengujian sistem dilakukan dengan membagi dataset menjadi dua bagian
utama yaitu 70% data digunakan untuk data training, sementara 30% sisanya digunakan untuk
menguji performa model atau data testing. Pembagian ini bertujuan untuk menghasilkan model
klasifikasi yang dapat memahami dan mengklasifikasikan label penyakit Metabolic Syndrome
menjadi "Ya" atau "Tidak". Pembagian kelas pada data dapat dilihat pada Gambar 5. Terlihat dari
Gambar 5, bahwa terjadi ketidakseimbangan kelas pada nilai Metabolic Syndrome, sehingga
dibutuhkan adanya sebuah prediksi untuk membuktikan apakah data tersebut benar valid atau
tidak.

Jumlah Output Tiap Kelas Data Asli
1297

1200 1

1000 1

800 +
712

Jumlah

600

400 1

200+

Nilai MetabolicSyndrome

Gambar 5 Pembagian Kelas pada Data Metabolic Syndrome

3.1 Hasil Pengujian Menggunakan Gaussian Naive Bayes

Confusion Matrix
300
Class 0

250

- 200

True label

r 150

Class 1 93 134
r 100

50

T T
Class 0 Class 1
Predicted label

Gambar 6 Confusion Matrix Menggunakan Gaussian Naive Bayes

Pada percobaan pertama yang menggunakan algoritma Gaussian Naive Bayes dapat dilihat
pada Gambar 6 yang menghasilkan nilai akurasi, presisi, recall, dan F1-Score pada Tabel 3.
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Setelah dilakukan evaluasi dari model, didapat perbedaan recall yang cukup signifikan antara
kelas “0” dan kelas “1”. Perbedaan recall yang cukup signifikan ini mengindikasikan bahwa model
sangat baik dalam menentukan kelas “0” dan kurang baik dalam menentukan kelas “1”. Hal ini
terjadi dikarenakan ketidakseimbangan antara data kelas “0” dan “1” pada data pelatihan,
sehingga perlu dilakukan penyeimbangan jumlah kelas pada data pelatihan.

Tabel 3 Nilai dari Confusion Matrix GNB

Precision Recall F1-Score

0 0.81 0.93 0.86
1 0.82 0.59 0.68
Accuracy 0.81

3.2 Hasil Pengujian Menambahkan Teknik SMOTE

Salah satu cara untuk mengatasi data kelas yang tidak seimbang adalah dengan dilakukan
oversampling pada data. Teknik oversampling yang umum dipakai adalah SMOTE seperti pada
Gambar 4, Adapun proses SMOTE yang digunakan menggunakan
library ’imblearn.over_sampling import SMOTE’, lalu diinisialisasi dengan mengatur
random_state ke nilai tertentu untuk memastikan reproduksibilitas dengan menambahkan
code 'sm = SMOTE(random_state=2)'. Setelah itu oversampling diterapkan dengan penggunaan
metode ’fit_resample’ menjadi fungsi di bawah ini:

x_resampled, y_resampled = sm.fit_resample(x_train, y_train.ravel())

Proses ini akan menciptakan contoh sintetis baru dari kelas minoritas (kelas yang jumlahnya lebih
sedikit) sehingga jumlah sampel dalam kedua kelas menjadi seimbang. Proses ini membuat
dataset menjadi lebih seimbang dan membantu model untuk mempelajari pola dari kedua kelas
dengan lebih baik, yang diharapkan akan meningkatkan kinerja model dalam melakukan
klasifikasi pada kelas minoritas. Adapun perbedaan pembagian kelas dari sebelum dan setelah
menggunakan SMOTE dijelaskan pada gambar 7 dan 8. Setelah dilakukan penyeimbangan kelas
dengan oversampling menggunakan SMOTE dapat dilihat pada Gambar 9 yang menghasilkan
nilai akurasi, presisi, recall, dan F1-Score pada Tabel 4.

umlah Sampel iap Kelas Sebelum SMOTE
918

800 A

600 -

488

Jumlah Sampel

200 A

Kelas 0 Kelas 1
Kelas

Gambar 7 Pembagian Kelas Sebelum SMOTE
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Gambar 8 Pembagian Kelas Setelah SMOTE
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Gambar 9 Confusion Matrix Menggunakan Performa SMOTE

Tabel 4 Nilai dari Confusion Matrix Performa SMOTE

Precision Recall F1-Score

0 0.86 0.88 0.87
1 0.78 0.73 0.75
Accuracy 0.83

Berdasarkan pelatihan model setelah oversampling dengan SMOTE, akurasi dari model
mengalami kenaikan sebanyak 2% menjadi 83%. Terdapat beberapa perubahan dalam
classification report kedua. Kenaikan terjadi pada recall dan Fl-score serta terjadi sedikit
penurunan pada precision terutama pada kelas “1”. Perbandingan akurasi ini juga dapat dilihat
pada Gambar 10.

Kenaikan akurasi sebesar 2% dari 81% menjadi 83% pada model kedua yang menggunakan
Gaussian Naive Bayes (GNB) setelah penerapan SMOTE mengindikasikan peningkatan yang
signifikan dalam kemampuan model untuk mengklasifikasikan kasus sindrom metabolik. SMOTE
memberikan kontribusi penting dengan meningkatkan recall pada kelas minoritas, yang dapat
menjadi kritis dalam aplikasi klinis di mana deteksi yang tepat dari kasus positif sangat penting.
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Selain itu, peningkatan F1-Score menunjukkan peningkatan keseluruhan dalam kemampuan
model untuk melakukan klasifikasi yang akurat. Sampai saat ini belum ada penelitian yang
menggunakan teknik SMOTE pada penerapan metode Gaussian Naive Bayes, terlebih lagi pada
prediksi Metabolic Syndrome.

B Tanpa SMOTE Dengan SMOTE

Naive Bayes

0 25 50 75 100

Gambar 10 Perbandingan Akurasi

4. KESIMPULAN

Selama pengujian model pertama, diperoleh akurasi sebesar 81%, mengindikasikan kemampuan
model dalam mengklasifikasikan sebagian besar kasus secara benar. Precision sebesar 88.5%
menunjukkan tingkat keakuratan model ketika menyatakan seseorang memiliki sindrom
metabolik. Recall sebesar 85% menggambarkan kemampuan model untuk menangkap sebagian
besar kasus sindrom metabolik yang sebenarnya. F1-Score mencapai 86.7%, mencerminkan
keseimbangan yang baik antara kemampuan model untuk mengidentifikasi kasus positif dan
menghindari false positive.

Pada pelatihan model kedua, terjadi peningkatan akurasi menjadi 83%, dengan recall pada kelas
"1" meningkat dari 0.59 menjadi 0.73. Hal ini menandakan peningkatan signifikan dalam
kemampuan model untuk mendeteksi kasus sebenarnya dari kelas "1" dibandingkan dengan
model sebelumnya. Meskipun terdapat sedikit penurunan recall pada kelas "0", namun hal ini
masih dapat diterima. Peningkatan 7% pada F1-Score pada kelas "1" dan 1% pada kelas "0"
menunjukkan peningkatan performa model dalam mengidentifikasi kasus positif dan menghindari
false positive.

Hasil ini memberikan dorongan untuk pengembangan lebih lanjut dalam mendekati deteksi
Sindrom Metabolik dengan menggunakan metode machine learning, dengan potensi peningkatan
performa melalui penyesuaian dan peningkatan teknik seperti oversampling menggunakan
SMOTE. Keseluruhan, penelitian ini memberikan kontribusi pada pemahaman mendalam tentang
aplikasi model machine learning untuk prediksi Sindrom Metabolik dan memberikan landasan
untuk penelitian lebih lanjut dalam pengembangan model yang lebih canggih.
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